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语音助手中的ASR技术
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语音唤醒 识别引擎 语义理解

自动语音识别技术(automatic speech recognition)，可以简写为ASR，在语音交互过程中，ASR技术模块
负责将用户的语音转化为文本，转化得到的文本会传给下游的NLP技术模块做语义理解，所以ASR模块的识
别效果对整个语音交互的体验至关重要。



ASR-技术架构
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!𝑊 = argmax𝑃 𝑊 𝑂 = argmax(𝑃 𝑂 𝑊 𝑃 𝑊 )/(𝑃(𝑂))
!𝑊 = arg max 𝑃 𝑂 𝑊 𝑃 𝑊

𝑂: 观察值序列（语音特征）
!𝑊：最优词序列（解码结果）
𝑃 𝑂 𝑊 ：由声学模型获得
𝑃 𝑊 ：由语言模型获得

评价指标
ü 字错误率（Character Error Rate，CER）= 识别错误字数 / 测试集中总字数

ü 句错误率（Sentence Error Rate，SER） = 识别错误的句子数 / 测试集中总句子数
ü 句正确率（Sentence Accuracy） = 识别正确的句子数 / 测试集中总句子数 = 1 – SER



ASR-发展阶段

DTW
VQ
HMM

1950s-1980s
早期探索

GMM-HMM

1990s-2010s
统计模型

DNN-HMM

2012
深度学习

CTC
RNN-T
Attention

2015
端到端模型

Wav2vec2.0
Hubert

2020
预训练模型

关键技术

发展时期

Hybrid建模 端到端建模



ASR-hybrid建模

4.语言模型
词->句子
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建模到HMM的状态



ASR-hybrid建模

问题1：每一帧对应一个HMM状态，拆分科学吗？
•语音过渡地带
问题2：训练流程复杂？
•第一步，训练hmm-gmm
•第二步，使用hmm-gmm来做对齐获取每一帧特征的label
•第三步，训练帧到label的鉴别模型
问题3：独立性假设？
•每一帧的输出只跟当前帧有关，跟上一帧的输出无关



ASR-端到端建模

4.语言模型
词->句子

2.端到端建模
计算p(音素|特征)

3.发音词典
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北京

北 京
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端到端神经网络

没有HMM，直接建模到音素，需要词典映射为汉字



ASR-端到端建模

3.语言模型
词->句子

2.端到端建模
计算p(词|特征)

1.特征抽取
时域点->频谱特
征

北京

北 京

端到端神经网络

没有HMM，不需要词典，直接建模到汉字



ASR-端到端建模

“A Comparison of Sequence-to-Sequence Models for Speech Recognition." Interspeech. 2017.

Hybrid

End2end

相比hybrid传统方案，端到端建模有以下特点：
• 训练简单，直接seq2seq进行训练
• Attention/Transducer loss修正了输出独立性假设
• 对标注数据量要求比较多？？



ASR-建模总结

Hybrid系统 端到端系统 语音预训练技术

存在问题：
1.训练流程复杂
2.HMM存在不合理假设

存在问题：
1.依赖大量标注数据
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NLP背景
预训练模型使用范式：
1. Feature-transfer
使用无监督数据预训练网络，预训练的网络当做
特征提取器，为下游的有监督任务提供特征，如
ELMo、GloVe
2. Parameter-transfer
使用无监督数据预训练网络，预训练的网络增加
新的线性层和loss，进行下游的有监督任务训练，
比如BERT、GPT、BART

"Pre-trained models: Past, present and future." AI Open 2 (2021): 225-250.

预训练常用的目标函数：
1. LM（GPT/ELMo）：

2. MLM（BERT/BART）：



NLP背景

"Bart: Denoising sequence-to-sequence pre-training for natural language generation, translation, and comprehension." arXiv preprint arXiv:1910.13461 (2019).

模型 使用范式 网络

GPT Parameter-transfer Masked transformer

BERT Parameter-transfer 双向transforemer

BART Parameter-transfer Encoder（双向网络）
Decoder（单向网络）

NLP预训练模型的使用范式、网络三种NLP预训练模型对比的示意图



发展阶段

CPC(2018)
APC(2019)
MPC(2019)
Wav2vec(2019)
vq-wav2vec(2019)

2018-2019
探索期

Wav2vec2.0

2020
成熟期

HuBERT
Speech2C
data2vec

2021-now
爆发期

相比baseline系统，
还没有取得理想的
效果

在已有公开数据集取
得SOTA结果，大幅
优于已有baseline

成为业界主流架构
在多个方向快速演进

BigSSL
XLS-R
WavLM

SUPERB
…

算法

模型
数据

应用



探索期-APC/MPC

输入 输出 主要网络 Loss 特点

APC（左图） Fbank特征 未来𝑡 + 𝜏帧 RNN L1 类似于GPT

MPC（右图） Fbank特征 Masked帧 transformer MLM 类似于BERT

"An unsupervised autoregressive model for speech representation learning." arXiv preprint arXiv:1904.03240 (2019).
"Improving transformer-based speech recognition using unsupervised pre-training." arXiv preprint arXiv:1910.09932 (2019).
"Audio self-supervised learning: A survey." arXiv preprint arXiv:2203.01205 (2022).



探索期-wav2vec

输入 输出 主要网络 Loss 特点

wav2vec（左图） wave 未来𝑡 + 𝜏帧 CNN Contrastive loss 预测未来的帧

vq-wav2vec（右图）
wave 未来𝑡 + 𝜏帧 CNN+量化 Contrastive loss

分成两阶段
量化特征 Masked帧 BERT MLM loss

contrastive loss：z!"#对应正样本，p$对应负样本集合

"vq-wav2vec: Self-supervised learning of discrete speech representations." arXiv preprint arXiv:1910.05453 (2019).
"wav2vec: Unsupervised pre-training for speech recognition." arXiv preprint arXiv:1904.05862 (2019).



成熟期-wav2vec 2.0

网络分成三部分：
1. Encoder：将语音输入转化为特征序列
2. Context Network：将输入特征进行编码抽象
3. Quantisation Module：将目标进行离散化

"wav2vec 2.0: A framework for self-supervised learning of speech representations." Advances in Neural Information Processing Systems 33 (2020): 12449-12460.

Contrastive loss：
1. 𝑞%表示正样本，4q表示负样本
2. 𝑠𝑖𝑚()表示两个向量的cos距离

Masking：
1. Encoder的输出做mask作为context网络的输入
2.采取分段连续masking策略，整体占比49%



成熟期-wav2vec 2.0

Wav2vec2.0 在语音识别任务上面的实验结果：
• 在Librispeech公开数据集的100小时任务上面取得了SOTA的结果，明显优于之前的工作
• 只使用了1小时的标注数据，wav2vec 2.0的结果就可以优于之前100小时标注数据的最好结果

wav2vec 2.0工作发挥了预训练在语音任务的威力，大幅降低了对标注数据的依赖

1小时结果

100小时结果

100小时baseline



爆发期-算法方向-HuBERT

MFCC K-means model1iter1:
targetfeature

model1 K-means model2iter2:
targetfeature

model2 K-means model3iter3:
targetfeature

HuBERT整体上跟NLP领域的BERT模型非常相似，在Librispeech 100h任务上效果上来讲跟wav2vec2.0相当

"Hubert: Self-supervised speech representation learning by masked prediction of hidden units." IEEE/ACM Transactions on Audio, Speech, and Language 
Processing (2021): 3451-3460.



爆发期-算法方向-Speech2C

之前的预训练模型主要基于encoder来做，Speech2C在HuBERT基础上尝试基于encoder-decoder架构来做预
训练，在Librispeech 100h任务上取得了明显的提升，类似于NLP领域的BART模型。

"Pre-Training Transformer Decoder for End-to-End ASR Model with Unpaired Speech Data." arXiv preprint arXiv:2203.17113 (2022).



爆发期-数据模型方向-BigSSL

Google的BigSSL探索了预训练技术在超大规模数据集（100万小时无标注数据）和超大规模模型参数（8B）的效果。
表格里面的P-model表示只使用pre-training，PS-model表示使用pre-training和self-training
• 第一个表格：随着标注数据量的增大，预训练的优势会越来越小，在34万小时标注数据的情况下相差不大
• 第二个表格：模型参数量越大，效果越好
• 谷歌没有把预训练模型和数据开源

"Bigssl: Exploring the frontier of large-scale semi-supervised learning for automatic speech recognition." arXiv preprint arXiv:2109.13226 (2021).



爆发期-数据模型方向-Xlsr

Meta AI关于多语种预训练的工作XLS-R，预训练数据来自于128个语种，合计43.6万小时，在公开
数据集common voice上面取得了大幅提升，代码和模型已经开源：
https://github.com/facebookresearch/fairseq/blob/main/examples/wav2vec/xlsr/README.md

"Xls-r: Self-supervised cross-lingual speech representation learning at scale." arXiv preprint arXiv:2111.09296 (2021).

https://github.com/facebookresearch/fairseq/blob/main/examples/wav2vec/xlsr/README.md


爆发期-应用方向

"Superb: Speech processing universal performance benchmark." arXiv preprint arXiv:2105.01051 (2021).

SUPERB构建了衡量语音预训练模型效果的benchmark，在语音识别、说话人识别、情感识别等十几个下游
任务的公开数据集上面均有对应的结果。

Leaderboard：https://superbbenchmark.org/Benchmark：https://github.com/s3prl/s3prl

https://superbbenchmark.org/
https://github.com/s3prl/s3prl


语音预训练小结

预训练模型 网络输入 网络结构 loss Inspired by

APC fbank RNN L1 loss GPT

MPC fbank transformer MLM loss BERT

Wav2vec raw waveform CNN Contrastive loss GPT

Vq-wav2vec raw waveform CNN+transformer Contrastive+MLM loss BERT

Wav2vec 2.0 raw waveform CNN+transformer Contrastive loss BERT

HuBERT raw waveform CNN+transformer MLM loss BERT

Speech2C Raw waveform CNN+transformer Contrastive loss+MLE BART



语音预训练小结

Meta提出Wav2vec2.0 Meta提出HuBERT

谷歌提出了BigSSL Meta提出了XLS-R

微软提出WavLM 微软提出Speech2C

2020.6

2021.5

2021.6

2021.10

2021.12

2021.12

2022.03工
业
界

Meta提出Wav2vec-U

NTU/CMU构建了SUPERB

中山大学提出Wav-BERT

OSU提出了Wav2vec-Switch

声学所提出了Wav2vec-S

2021.3

2021.3

2021.6

2021.09

2021.10

2021.11学
术
界

NTU/CMU构建SUPERB-SG

2022.03

JHU提出Wav2vec-C

MIT提出了PARP

更大模型
更多数据
更难任务

下游任务
应用问题
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基于预训练的ASR技术方案
Stage1: pretrain Stage2：finetune Stage3：decode

数万小时无标注业务
数据（中文/粤语…）

Feature encoder

Transformer Quantization

Contrastive loss

Feature encoder

Transformer

CTC loss

文本数据

问题一：
如何在流式场景应用？

TLG解码图

Token

Lexicon

Grammar

语音数据

Torch script

识别结果

语音数据

问题二：
如何更好利用大量文本
数据提升模型效果？

问题三：
在更多的下游任务使用

预训练技术？



如何在流式场景应用？ - 网络流式改造

问题背景：
• 非流式语音识别是指模型在用户说完一句话或一段话之后再进行识别（离线转写场景）；流

式语音识别是指用户还在说话的时候便同步进行语音识别（助手场景）
• 语音预训练模型一般只适用于非流式语音识别，而无法应用在流式识别场景
算法创新：
• 提出在fine-tune阶段通过引入不同的mask机制来实现流式transformer网络结构
• 提出了基于self-training和knowledge distillation的两阶段的训练算法，其中蒸馏通过非流式
模型和流式模型的多个隐层的输出计算MSE loss来实现

三种基于不同mask机制的流式方案

“Improving Streaming Transformer Based ASR Under a Framework of Self-supervised Learning.” Interspeech 2021.

two-stage算法流程图



如何在流式场景应用？ - 网络流式改造

实验设置：
• Pre-train使用Librispeech 960h数据，Fine-tune使用clean-100h数据
• 解码使用开源的Librispeech语言模型
实验结果：
• 不同的流式方案的引入，都会带来比较大的性能下降（N3->S4）
• 相比S4的基线，提出的two-stage算法S7在test-other测试集取得了相对15%的相对提升，大幅缩

小了流式场景和非流式场景（N3）的gap

不同流式方案的结果 two-stage算法的效果

“Improving Streaming Transformer Based ASR Under a Framework of Self-supervised Learning.” Interspeech 2021.



如何更好利用文本数据？ - Preformer

“Improving Hybrid CTC/Attention End-to-end Speech Recognition with Pretrained Acoustic and Language Model.” ASRU 2021.

问题背景：
通常把语义预训练模型和语音预训练模型看做两个独立的模块，ASR系统一般会在实际解码
的过程中把语义预训练模型（比如BERT/GPT）当做LM来使用，这种shallow fusion的融合方
式比较简单，取到的效果相对有限。
算法创新：
我们提出了一种OCD(one-cross decoder)的网络结构，在声学模型的训练阶段成功将两个模
态的预训练模型进行了融合，其中encoder部分使用wav2vec2.0，decoder部分使用GPT模型

训练阶段 解码阶段 OCD的详细结构设计



如何更好利用文本数据？ - Preformer

“Improving Hybrid CTC/Attention End-to-end Speech Recognition with Pretrained Acoustic and Language Model.” ASRU 2021.

实验设置：
• Pre-train：使用AISHELL-2数据训练wav2vec2.0模型，使用开源的GPT中文模型
• Fine-tune：使用AISHELL-1数据集
实验结果：
• Table1：在参数量不增加的情况下，Preformer相比baseline获得20%相对提升
• Table3：OCD-n表示GPT最后n层可以训练，从结果来看全部固定结果最好
• Table5：在Preformer基础上，在解码阶段引入GPT，还可以进一步提升最终的识别效果



如何更好利用文本数据？- KT-RL-CIF

问题背景：
• 前面提出的Preformer模型虽然取得了比较明显的提升，但是在解码的过程中存在参数量比较大的问
题，不方便实际落地

算法创新：
• KT-RL-CIF只在模型训练阶段引入BERT模型，通过CIF机制进行连接，而在实际解码过程把BERT去掉
• 训练过程中通过cosine embedding loss把BERT的语义表征能力向声学模型迁移

𝐡!：模型encoder输出的隐向量

𝐈"：CIF机制获取的语音模态向量

𝐞"：BERT获取的语义模态向量

N：语音对应文本的长度

“ Improving CTC-based speech recognition via knowledge transferring from pre-trained language models.” ICASSP 2022.

KT-RL-CIF算法示意图 CIF算法计算流程



如何更好利用文本数据？- KT-RL-CIF

实验设置：
• Pre-train：使用AISHELL-2数据训练wav2vec2.0模型，使用开源的GPT/BERT中文模型
• Fine-tune：使用AISHELL-1数据集
算法结果：
• KT-RL-CIF模型大幅优于base模型，不仅识别效果优于前面的Preformer，而且参数量更少
• Table2对比发现Cosine loss优于MSE，一种解释是对于字向量的相似度评价而言夹角更为重要
• Table2对比发现连接机制使用CIF（KT-RL-CIF），相比传统的Attention（KT-RL-ATT）更优
• Table5给出了使用不同的语义预训练模型的差异，在KT-RL-CIF框架下面BERT优于GPT

“ Improving CTC-based speech recognition via knowledge transferring from pre-trained language models.” ICASSP 2022.



更多的下游任务？ - 口语评测

“Explore Wav2vec 2.0 for Mispronunciation Detection Improving.” Interspeech 2021.

问题背景：
• MD（Mispronunciation Detection）任务一般应用于口语考试等业务场景，存在标注数据难以获取、数
据标注困难等问题。

算法创新：
• 我们首先尝试将语音预训练技术应用到该任务，pre-train阶段使用公开英文语音数据，fine-tune阶段使
用很少量的标注好的non-native语音数据

• Fine-tune阶段新增CNN和Adaptive Pooling层，同时将传统MD任务的音素识别任务转化为二分类问题
（发音错误-1，发音正确-0）



更多的下游任务？ - 口语评测

“Explore Wav2vec 2.0 for Mispronunciation Detection Improving.” Interspeech 2021.

实验设置：
• Pre-train使用960小时的Librispeech数据集，Fine-tune使3小
时的L2-ARCTIC数据集

• Proposed-SS：使用预训练模型初始化
Proposed-ASR：使用ASR模型初始化
Proposed-DL/CTC：没有初始化

实验结果：
• Table2：预训练方案优于传统的技术方案LPP/Trans-GOP
• Figure3：预训练模型对于phone具有明显的区分度



更多的下游任务？ - 口音语音识别

“Improving Accent Identification and Accented Speech Recognition Under a Framework of Self-supervised Learning.” Interspeech 2021.

任务背景：
• INTERSPEECH2020举办英文口音语音识别比赛，共有8种不同类型英文口音，每种口音对应的训
练数据只有20小时，合计160小时

技术方案：
• 首次将自监督语音识别技术方案应用到这个低资源任务上面，pre-train阶段使用了960小时的
Librispeech英文数据，fine-tune阶段使用160小时的口音英文数据

算法结果：
• 我们在该任务取得了第一名的成绩，同时相关算法成果发表在INTERSPEECH2021会议上面

口音种类 British America China Japan Russia India Portugal Korea ALL

官方
baseline 10.06 9.96 11.77 6.79 5.26 10.05 7.45 7.69 8.63

语音预训练
技术方案 4.81 4.06 7.09 4.51 4.44 4.22 3.73 2.55 4.42



更多的下游任务？ - 方言识别

模型 Pre-train Fine-tune 测试集（CER）

竞品1 - - 16.0

竞品2 - - 17.3

From-scratch - 100小时标注 23.2

预训练方案 40000小时无标注 100小时标注 15.2

任务背景：
• 业务侧有方言识别的需求，我们需要从零到一建设这种方言识别的能力，面临最大的挑战就是
缺少对应的标注数据。

技术方案：
• 我们尝试将已有的预训练模型方案用在该任务上，只用了100小时的标注数据就取得了超过竞品
的效果，相比于之前动辄几千小时标注数据的任务，大幅降低了数据标注的成本。

应用启发：
• 结合预训练技术，可以大幅减少对标注数据的依赖，降低数据标注的成本，可以快速实现技术

能力的落地。



语音预训练总结

INTERSPEECH2020口音比赛第一名 INTERSPEECH2021应用到口语评测

ASRU2021提出了Preformer

ICASSP2022提出了KT-RL-CIF

2020.10

2021.03

2021.03

2021.06

2022.01

技
术
底
座

INTERSPEECH2021提出流式方案

方言识别 小语种识别口语评测口音语音识别

技
术
能
力

业
务
支
持

车载语音助手 智能客服 口语考试
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